
 
 

Pamukkale Univ Muh Bilim Derg, 29(1), 1-9, 2023 

 

Pamukkale Üniversitesi Mühendislik Bilimleri Dergisi 

 Pamukkale University Journal of Engineering Sciences 

 

1 
 

LiDAR-Tabanlı toplam değişinti kısıtlı negatif-olmayan tensör 
faktörizasyonu ile hiperspektral karışım giderimi 

Hyperspectral unmixing with LiDAR-Based total variation regularized  
non-negative tensor factorization 

Kubilay ATAŞ1* , Atakan KAYA2 , Sevcan KAHRAMAN1  

1Elektrik-Elektronik Mühendisliği Bölümü, Mühendislik-Mimarlık Fakültesi, İstanbul Gelişim Üniversitesi, İstanbul, Türkiye. 
kuatas@gelisim.edu.tr, sekahraman@gelisim.edu.tr 

2Prodrive Technologies, Yazılım Geliştirme, Son, Hollanda. 
kaya.atakan94@gmail.com 

Geliş Tarihi/Received: 06.08.2021 
Kabul Tarihi/Accepted: 08.04.2022 

Düzeltme Tarihi/Revision: 21.03.2022 doi: 10.5505/pajes.2022.70375 
Araştırma Makalesi/Research Article 

 
Öz  Abstract 

Spektral karışım giderimi hiperspektral görüntülemenin temel 
araştırma alanlarından birisidir. Son yıllarda Negatif-olmayan Tensör 
Faktörizasyonuna dayalı yaklaşımlar, bilgi kaybına uğratmadığı ve 
hiperspektral görüntüleri daha iyi temsil edebildiği için uzaktan 
algılamada büyük bir önem kazanmıştır. Toplam Değişinti yaklaşımı 
ise, parçalı pürüzsüzlüğü sağlarken kenar bilgisini de korumaktadır. 
Öte yandan, kızılötesi algılayıcısı gözlemlenen sahne hakkında 
yükseklik bilgisini veren Dijital Yüzey Modeli verisini sağlamaktadır. Bu 
çalışmada, LiDAR Dijital Yüzey Modeli bilgisiyle Toplam Değişinti kısıtı 
birleştirilerek hiperspektral görüntülerin uzamsal çözünürlüğünü 
artırmak için tensör faktörizasyonuna dayalı karışım giderimi 
gerçekleştirilmiştir. Deneysel çalışmalar simülasyon ve gerçek veri 
setleri üzerinde denenmiş ve uzamsal çözünürlüğü artırılmış 
hiperspektral görüntüler elde edilmiştir. Elde edilen sonuçlar, 
literatürdeki en yakın çalışma olan Toplam Değişinti kısıtlı Negatif-
olmayan Matris-Vektör Tensor Faktörüzasyonu yöntemi ile 
karşılaştırılmış ve önerilen yöntemin daha iyi performans sergilediği 
gözlemlenmiştir. 

 Spectral unmixing is one of the main research areas of hyperspectral 
image analysis. In recent years, Non-Negative Tensor Factorization 
based approaches have gained great importance in remote sensing as 
they do not lose information and can better represent hyperspectral 
images. The Total Variation approach preserves the edge information 
while providing piece-wise smoothness. On the other hand, the Light 
Detection and Ranging sensor provides Digital Surface Model 
information that gives height information about the observed scene. In 
this study, hyperspectral unmixing based on tensor factorization is 
performed to increase the spatial resolution of hyperspectral images by 
combining LiDAR Digital Surface Model information with Total 
Variation constrained. Experimental studies are carried out on 
simulation and real data sets and high spatial resolution hyperspectral 
images is obtained. The obtained results is compared with the state of 
the art Total Variation constrained Matrix-Vector Non-Negative Tensor 
Factorization approach and it is observed that the proposed method 
obtain better performance. 

Anahtar kelimeler: Hiperspektral görüntü, Kızılötesi, Veri 
kaynaştırma, Spektral karışım giderimi, Toplam değişinti. 

 Keywords: Hyperspectral image, Light detection and ranging,  
Data fusion, Spectral unmixing, Total variation. 

1 Giriş 

Uzaktan algılamadaki en yeni teknolojilerden biri olan 
hiperspektral algılayıcılar, yeryüzeyinin görüntülenmesi 
sırasında sahip oldukları yüzlerce bant sayesinde 
gözlemledikleri sahne ile ilgili ayrıntılı bilgi sunmaktadır. Bu 
özelliği nedeniyle, hiperspektral görüntüler birçok uygulamada 
kullanılmaktadır. Örneğin, değişim tespiti, hedef takibi [1], 
yeryüzü yüzeyinin sınıflandırılması [2], çevresel monitörleme 
vb. sayılabilmektedir. Hiperspektral karışım giderimi analizi 
son yıllarda hiperspektral görüntü işlemede kullanılan önemli 
bir araştırma alanı haline gelmiştir [3]. Birçok karışım giderimi 
modeli sunulmuştur. Bunlardan en çok kullanılan Lineer 
Karışım Modeli-LKM (Linear Mixture Model - LMM) her bir 
pikseli son elemanlar ve onlara karşılık gelen bolluk 
değerlerinin lineer kombinasyonu şeklinde ifade etmektedir 
[4]. Hiperspektral karışım giderimi probleminin çözümü için 
Negatif-olmayan Matris Faktörizasyonu - NMF (Non-negative 
Matrix Factorization-NMF) en iyi yaklaşımla hiperspektral 
veriyi iki tane negatif olmayan matrisin çarpımı şeklinde 
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bulmayı amaçlamaktadır [5],[6]. Bu matrisler son elemanlar ve 
onlara karşılık gelen bolluk değeri haritalarıdır. Bununla 
birlikte, NMF’nin objektif fonksiyonu konveks değildir ve 
birçok lokal çözüme karşılık gelmektedir. Bu problemin 
üstesinden gelmek için spektral bilgi, uzamsal bilgi veya ikisi 
birden NMF modeline dahil edilerek bolluk ve/veya son eleman 
matrislerine bir dizi kısıtlama uygulanmaktadır [7]. Bolluk 
matrisi için uygulanan en yaygın kısıtlamalar seyreklik ve 
pürüzsüzlük olarak sayılabilmektedir. En yaygın olarak 
kullanılan bir diğer yaklaşım ise, Toplam Değişinti-TD (Total 
Variation-TV) kısıtlamasıdir. TD kısıtlaması görüntüdeki 
objelerin kenar yapısı bilgisini koruma özelliğine sahiptir ve 
her bir pikselin yalnızca en yakın dört komşusu ile benzerliğe 
sahip olduğu varsayımını kabul etmektedir [8].  Bu kısıtlamalar 
NMF’de dikkate değer bir performans sunmasına rağmen  
3-boyutlu hiperspektral veriyi 2-boyutlu veriye dönüştürdüğü 
için ciddi boyutta bilgi kaybına sebep olmaktadır [9]. NMF’ye 
alternatif olan tensör faktörizasyonu (tensör çarpanlarına 
ayırma) yaklaşımı, iki tane uzamsal ve bir tane spektral boyuta 
sahip olan hiperspektral veriyi doğal bir açılım şeklinde üç tane 
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farklı modda ifade edebilmektedir [10]. Fakat, tensör 
faktörizasyonuna dayalı yaklaşımlarda sinyal-gürültü oranının 
(signal-to-noise ratio-SNR) düşmesi ve çözümün tek olmaması, 
üstesinden gelinmesi gereken sorunların başında gelmektedir. 
Bu nedenle, tensör faktörizasyonu üzerine çeşitli uzamsal 
kısıtlamalar getirilerek bu sorunların üstesinden 
gelinebilmektedir. Tensör çarpanlarına ayırma işlemine 
negatif-olmama, seyreklik, basitlik, pürüzsüzlük ve yerel 
uzamsallık gibi çeşitli kısıtlamaların dahil edildiği pek çok 
çalışma gerçekleştirilmiştir [11]-[13]. 

Son yıllarda, tensör faktörizasyonuna dayalı çeşitli karışım 
giderimi yaklaşımları sunulmuştur. Qian ve diğ. [14], Blok 
Terim Ayrıştırma tabanlı Matris-Vektör Negatif-olmayan 
Tensör Faktörizasyonu-MV-NTF (Matrix-Vector Non-negative 
Tensor Factorization-MV-NTF) yaklaşımını karışım giderimi 
yaklaşımı için önermişlerdir. Bu yaklaşım bir hiperspektral 
görüntüyü sırasıyla son elemanlar ve onlara karşılık gelen 
bolluk haritalarını temsil eden düşük seviyeli bir matrisin ve bir 
vektörün dış çarpımı olan R seviyeli bileşen tensörlerine 
ayırmaktadır. Deneysel sonuçlar, bu yöntemin çoğu NMF 
temelli ayrıştırma yaklaşımından daha iyi performans 
sağladığını göstermiştir. 

Sensör teknolojilerindeki en son gelişmeler hiperspektral ve 
LiDAR verisinin eş zamanlı olarak elde edilmesini 
sağlamaktadır. Bu görüntüleme sistemleri farklı bakış 
açılarında bilgiler sunmaktadırlar. Böylelikle, yeryüzü 
yüzeyindeki nesnelerin görüntüleri farklı bakış açılarıyla elde 
edilebilmektedir. Hiperspektral görüntü detaylandırılmış 
spektral bilgiyi sunarken LiDAR verisi gözlemlenen sahnenin 
yükseklik bilgisini sunmaktadır [15]. Ancak, hiperspektral 
görüntüler benzer materyallerden yapılan farklı objeleri ayırt 
edememektedir (asfalttan yapılmış yol ve çatı). Buna ek olarak, 
hiperspektral görüntüler bulutlu hava şartlarından 
etkilenmektedir. Öte yandan, LiDAR verisi gözlemlediği 
sahnenin yükseklik bilgisini sunmaktadır. Bütün hava 
şartlarında LiDAR verisi, yükseklik, eğim, oryantasyon, eğrilik, 
ağaç yüksekliği gibi geometrik bilgi sağlamaktadır [16]. LiDAR 
algılayıcısı gözlemlenen sahne hakkında yükseklik bilgisini 
veren Dijital Yüzey Modeli-DYM (Digital Surface Model - DSM) 
verisini sağlamaktadır. Fakat LiDAR verisi aynı yükseklikte olan 
farklı verileri ayırt edememektedir (yeşil alan ve yüzme havuzu 
gibi). Bu nedenle, hiperspektral görüntülerle aynı sahnenin 
LiDAR verilerinin kaynaştırılması sonucunda uzamsal 
çözünürlüğü artırılmış hiperspektral görüntüler elde 
edilebilmektedir [17]. Hiperspektral görüntü, gözlemlenen 
sahne hakkında yeterli uzamsal-spektral bilgi sağlamaktadır. 
Ancak, bu bilgi bazı durumlarda komşu fakat farklı nesneleri 
doğru bir şekilde ayırt etmek için yeterli olmayabilir. Bu 
durumda, LiDAR-DYM verileri kullanılarak elde edilen 
yükseklik bilgisi yardımıyla nesneleri ayırt etme işlemi başarılı 
bir şekilde gerçekleştirilebilmektedir. Tatsumi ve diğ. [18], 
hiperspektral karışım giderimi için, uzamsal düzenleme 
ağırlıklarını LiDAR-DYM bilgisini kullanarak hesaplamış ve TD 
kısıtını NMF üzerinde uygulamışlardır. Böylelikle, performansı 
artırılmış karışım giderimi sonuçları elde etmişlerdir. Yüksel ve 
Boyacı [19], gölgeli alanlarda LiDAR katkısını test etmek için 
sadece hiperspektral ve sadece LiDAR bilgisini kullanan iki 
farklı yöntem denemişlerdir. Buna göre, LiDAR kullanılan 
yöntemde gölgeli alan tespiti için eşik değer belirleme 
zorunluluğu ortadan kaldırılmışken, işlem süresinin uzadığı 
gözlemlenmiştir. 

Literatürde LiDAR verisini ve TD kısıtını karışım giderimi için 
NTF’de kullanan birkaç çalışma bulunmaktadır. Xue ve diğ. 

[20], hiperspektral ve LiDAR veri kaynaştırması için 
Birleştirilmiş Yüksek Seviyeli Tensör Faktörizasyonu - BYSTF 
(Coupled High-Order Tensör Factorization - CHOTF) modelini 
gerçekleştirerek daha iyi bir sınıflandırma sonucu elde 
etmişlerdir. Li ve diğ. , LiDAR verisini [21] ve LiDAR noktalar 
bulutunu [22] kullanarak yüksek seviyeli tensör özelliklerini 
elde etmişler ve bunları sınıflandırma başarımını artırmak için 
kullanmışlardır. Xiong ve diğ. [23], NTF’yi kullanarak 
hiperspektral karışım gideriminde TD kısıtlamasına dayalı 
uzamsal düzenleyici yaklaşımını kenar bilgisini korumak için 
önermişlerdir. He ve diğ. [24], düşük-rank tensör modeliyle TD 
düzenleyicisini hiperspektral görüntülerin süper 
çözünürlüğünü artırmak için uygulamışlardır. Rasti ve diğ. [25], 
sınıflandırma başarımını artırmak için hiperspektral ve LiDAR 
verilerinin bilgisini birleştirerek Ortogonal Toplam Değişinti 
Bileşen Analizi-OTDBA (Orthogonal Total Variation Component 
Analysis-OTVCA) yaklaşımını önermişlerdir. 

TD kısıtı, görüntüdeki detay bilgilerini korurken tensör 
çarpanlarına ayırma uzamsal bilginin korunmasını 
sağlamaktadır. Bu bilgiye ek olarak LiDAR-DYM bilgisi 
gözlemlenen sahnedeki yükseklik bilgisi detaylarını 
sunmaktadır. Bu çalışmada, hiperspektral görüntülerin 
çözünürlüğünü artırmak için LiDAR-DYM verisi yardımıyla TD 
kısıtı hesaplanmış ve tensör ayrıştırması kullanılarak daha iyi 
karışım giderimi sonucu elde edilmiştir. Deneysel çalışmalar 
yapay ve gerçek veri kümeleri üzerinde gerçekleştirilmiş ve 
performansı artırılmış daha iyi karışım giderimi sonuçları elde 
edilmiştir. 

Bu çalışmanın ikinci bölümünde, tensör ayrıştırmasının temel 
kavramları, TD kısıtı ve önerilen yaklaşım ayrıntılı bir şekilde 
anlatılmaktadır. Üçüncü bölümde, yapay ve gerçek veri 
kümeleri üzerinde yapılan çalışmalar ayrıntılı bir şekilde 
açıklanmıştır. Dördüncü bölümde ise, elde edilen sonuçlar 
sunulmuştur. 

2 Yöntem 

Son zamanlarda tensör analiz yöntemleri, özellikle tensör 
faktörizasyonu için geliştirilen modeller ve etkili algoritmalar, 
geniş olarak çalışılmakta ve birçok gerçek zamanlı probleme 
uygulanmaktadır. Bunlar arasında sinyal işleme, bilgisayarlı 
görü, nörobilim ve veri madenciliği gibi uygulamalar 
sayılabilmektedir [10],[26]-[28]. 

Hiperspektral görüntüler üç boyutlu görüntü olduğu için doğal 
olarak tensör şeklinde ifade edilebilmektedir. Son elemanlar ve 
bunlara karşılık gelen bolluk değerleri bütün pikseller için 
yüksek dereceden tensörler olarak ifade edilebilmektedir. Son 
yıllarda standart karışım giderimi yaklaşımlarına bir alternatif 
olarak tensör faktörizasyonuna dayalı hiperspektral 
görüntünün düşük-rank parçalama gösterimleri birçok alanda 
başarılı bir şekilde çalışılmaktadır [29]. Örneğin; eksik olan 
piksellerin tahminlenmesi [30], anomali tespiti, sınıflandırma 
[31], sıkıştırma, boyut azaltımı vb. İkiden büyük dereceli 
tensörlerin düşük-rank parçalaması homojenliği yakalama 
özelliğine sahiptir. Özellikle düşük-rank tensör ifadesi gerekli 
olan hafıza miktarını azaltmakta, gürültüyü ortadan 
kaldırmakta ve ayırt edici öznitelikleri çıkartabilmektedir [32]. 
Bolluk değeri haritalarının tensör ayrıştırmasındaki düşük-
rank ifadesi NMF gibi diğer karışım giderimi yaklaşımlarından 
çok daha etkili bir şekilde ifade edilebilmektedir. Bu çalışmada 
negatif olmayan tensör çarpanlarına ayırma modeli karışım 
giderimi yaklaşımı için kullanılmaktadır. 
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2.1 Tensör cebri 

Lineer hiperspektral karışım giderimi, tensör notasyonu 
altında son elemanlar ve onlara karşılık gelen bolluk değeri 
haritalarının dış çarpımlarının toplamı şeklinde ifade 
edilebilmektedir. Bu matris-vektör üçüncü dereceden tensör 
çarpanlarına ayırma, Kanonik Polyadik Ayrıştırma - KPA 
(Canonical Polyadic Decomposition, CPD) ve Tucker 
Ayrıştırması (Tucker Decomposition)’nın bir kombinasyonu 
olan Blok Terim Ayrıştırması - BTA (Block Term 
Decomposition, BTD) [33]’nın özel bir durumu olarak kabul 
edilmektedir. Çok boyutlu bir dizi olan tensörün derecesi 
dizinin boyutuna eşittir. Bir skaler sıfırıncı dereceden bir tensör 
iken, bir vektör birinci dereceden bir tensör ve bir matris ise, 
ikinci dereceden bir tensörü ifade etmektedir. Bu çalışmada,  𝑦 
skaler sayıyı,  𝒚 ∈  ℝ𝐼  vektörü ve 𝒀 ∈  ℝ𝐼𝑥𝐽 matrisi temsil 
etmektedir. 𝒴 ∈  ℝ𝐼1𝑥𝐼2𝑥…𝑥𝐼𝑁  ile tensör gösterilmektedir. 
Tensör cebri ile ilgili en temel tanımlar aşağıda sunulmuştur 
[34]. 

2.1.1 Tensörün modu 

Tensörün modu, tensörün farklı boyutlarını ifade etmektedir. 
Örnek olarak 2. derece bir tensör, matris, iki moddan 
oluşmaktadır. Bunlar; sütun modu ve satır modudur. Bir n -inci 
dereceden tensörün n modu vardır. 

2.1.2 N-modlu açılım 

N-modlu açılım, aynı zamanda n-modlu matrisleme olarak da 
tanımlanabilmektedir. Tensörün tüm n-modlu vektörlerini bir 
araya getirerek matris oluşturma işlemidir. Örnek olarak, bir 3. 
derece tensör olan  𝒴 ∈  ℝ𝐼𝑥𝐽𝑥𝐾 ,  mod-1, mod-2 ve mod-3 
vektörleri ile Denklem 1,2 ve 3’de verildiği gibi üç şekilde ifade 
edilebilmektedir. Burada 𝑖, 𝑗 ve 𝑘, bir tensörün her bir boyutunu 
temsil eden indislerdir. 

(𝐘1) (j−1)K+k,i = 𝑦𝑖𝑗𝑘 (1) 

(𝐘2) (k−1)I+i,j = 𝑦𝑖𝑗𝑘 (2) 

(𝐘3) (i−1)J+j,k = 𝑦𝑖𝑗𝑘  (3) 

2.1.3 Dış çarpım 

𝒜 ∈ ℝ𝐼1𝑥𝐼2𝑥…𝑥𝐼𝑃  ve ℬ ∈  ℝ𝐽1𝑥𝐽2𝑥…𝑥𝐽𝑄  tensörleri verilmiş olsun. 
Bu iki tensörün dış çarpımı daha yüksek mertebeli bir 𝒜 ○ ℬ ∈
 ℝ𝐼1𝑥𝐼2𝑥…𝑥𝐼𝑃𝑥𝐽1𝑥𝐽2𝑥…𝑥𝐽𝑄  tensörünü oluşturmaktadır. Bu tensörün 
elemanları ise, Denklem 4’te verilmiştir. Burada 1,2,… , 𝑃 ve 
1,2,… , 𝑄 verilen tensörlerin her bir elemanını ve ○ simgesi dış 
çarpımı ifade etmektedir. 

2.1.4 Kronecker çarpımı 

𝑨 ∈  ℝ𝐼𝑥𝐽 ve 𝑩 ∈  ℝ𝑇𝑥𝑅 olarak verilen iki matrisin Kronecker 
çarpımı Denklem 5’te belirtilen şekilde A matrisinin her bir 
elemanının B matrisi ile çarpılarak elde edilen matris olarak 
tanımlanmaktadır. Kronecker çarpımı ⨂ simgesi ile 
gösterilmektedir. Burada, 𝐼, 𝐽 ve 𝑇, 𝑅 sırasıyla A ve B 
matrislerinin satır ve sütun sayılarını ifade etmektedir. 

2.1.5 Khatri-Rao çarpımı 

𝑨 ∈  ℝ𝐼𝑥𝐽 ve 𝑩 ∈  ℝ𝑇𝑥𝐽 olarak verilen ve aynı sütun sayısına 
sahip olan iki matrisin Khatri-Rao Çarpımı Denklem 6’da 
gösterildiği gibi, her alt bölümün Kronecker çarpımı olarak 
ifade edilmektedir ve ⨀ simgesi ile gösterilmektedir. Burada 
𝑎1…𝑗  ve 𝑏1…𝑗 A ve B matrislerinin her bir bölünmüş parçasını 

ifade etmektedir. Bu bölünmüş parçalar matrisin istenilen 
boyuttaki alt matrisleri olarak seçilebilir. 

𝑨⨀𝑩 = (𝑎1⨂𝑏1   𝑎2⨂𝑏2   …   𝑎𝐽⨂𝑏𝐽) (6) 

2.1.6 Bölüm bazında Kronecker çarpımı 

𝑨 = [𝑨𝟏… 𝑨𝑹] ve 𝑩 = [𝑩𝟏… 𝑩𝑹] şeklinde aynı sayıda alt 
matrislerden oluşan iki blok matris verilmiş olsun. ⨀̅ işlemi, 
bölüm bazında Kronecker Çarpım olarak Denklem 7’deki gibi 
tanımlanmaktadır ve ⨀̅ simgesi ile ifade edilmektedir. 

𝑨⨀̅𝑩 = (𝑨1⨂𝑩1   𝑨2⨂𝑩2   …   𝑨𝑅⨂𝑩𝑅) (7) 

2.1.7 Kanonik polyadik ayrıştırması 

𝒳 ∈  ℝ𝐼1𝑥𝐼2𝑥…𝑥𝐼𝑃  p-inci dereceden tensörü verilmiş olsun. 
Kanonik Polyadik Ayrıştırması - KPA, 𝒳 tensörünü Denklem 
8’de gösterildiği gibi rank-1 tensör çarpanlarına ayırmaktadır. 

Burada 𝑎𝑟
(𝑝)

 boyutu 𝐼𝑝𝑥𝑅 olan 𝐴(𝑝) matrisinin r’inci sütununu 

ifade etmektedir. 

𝒳 =∑𝑎𝑟
(1)
○ 

𝑅

𝑟=1

𝑎𝑟
(2)
… ○ 𝑎𝑟

(𝑃)
 (8) 

2.1.8 Tucker ayrıştırması 

Tucker Ayrıştırması-TA, p-inci dereceden tensör olan 𝒴 ∈
 ℝ𝐼1𝑥𝐼2𝑥…𝑥𝐼𝑃 ‘yi 𝑟𝑎𝑛𝑘 − (𝑟1, … , 𝑟𝑃) çekirdekli 𝒢 tensörüne bağlı 
matrisler kümesine ayrıştırmaktadır. Bağıntı Denklem 9’da 
gösterilmiştir. Burada  𝒢 çekirdek tensörü, 𝐴1…𝑝 ise 𝒴 

tensörünün 1…p modlu açınımlarıdır. 

𝒴 =  𝒢 x1 𝐴1 x2 𝐴2 x … x𝑃 𝐴𝑃 (9) 

2.1.9 Düşük-sıralı blok terim ayrıştırması 

Üçüncü dereceden tensör 𝒴 ∈  ℝ𝐼𝑥𝐽𝑥𝐾  için Tucker 
ayrıştırmasında tanımlanan notasyon kullanılarak, blok terim 
ayrıştırması Denklem 10’daki gibi tanımlanmaktadır.  

𝒴 =  ∑𝒢𝑟  x1 𝑨𝑟  x2 𝑩𝑟  x3 𝑪𝑟

𝑅

𝑟=1

 (10) 

Burada, 𝑨𝒓 ∈  ℝ
𝐼𝑥𝐿𝑟 , 𝑩𝒓 ∈  ℝ

𝐼𝑥𝑀𝑟, 𝑪𝒓 ∈  ℝ
𝐼𝑥𝑁𝑟  ve 𝒢𝑟 ∈

 ℝ𝐿𝑟𝑥𝑀𝑟𝑥𝑁𝑟  olmak üzere yukarıdaki ifade Blok Terim 
Ayrıştırması - BTA olarak tanımlanmaktadır. Bu ifade her bir 
𝑟𝑎𝑛𝑘𝚤 − (𝐿𝑟  ,  𝑀𝑟 ,  𝑁𝑟) olan Tucker Ayrışması ile temsil 
edilebilen R bileşenli tensörler ile 𝒴 'ye yaklaşmayı 
amaçlamaktadır. KPA ve TA’nın bir kombinasyonu olarak da 
düşünülebilmektedir. Örnek olarak 𝑅 = 1 olduğunda bu model 
TA’ya dönüşmektedir. Bu çalışmada BTA’nın, her bir bileşen 
tensörü bir matrisin (𝑨𝑟𝑩𝑟

𝑇) ve bir vektörün (𝒄𝑟) dış çarpımı ile 
𝑟𝑎𝑛𝑘 − (𝐿𝑟  , 𝐿𝑟  ,1) tensörü şeklinde temsil edilen gösterimi 
kullanılmıştır. Bu tensör ayrışımı modeli Denklem 11’deki gibi 
ifade edilmektedir. 

𝒴 = ∑𝑨𝑟𝑩𝑟
𝑇 ○ 𝒄𝑟

𝑅

𝑟=1

 (11) 

 

(𝒜 ○ ℬ)𝑖1𝑖2…𝑖𝑃𝑗1𝑗2…𝑗𝑄 = 𝑎𝑖1𝑖2…𝑖𝑃𝑏𝑗1𝑗2…𝑗𝑄 (4) 

𝑨⨂𝑩 =

(

 

𝑎11𝑩 𝑎12𝑩 ⋯
𝑎21𝑩 𝑎22𝑩 ⋯
⋮

𝑎𝐼1𝑩
⋮

𝑎𝐼1𝑩
⋱
⋯

    

𝑎1𝐽𝑩

𝑎2𝐽𝑩

⋮
𝑎𝐼𝐽𝑩)

  (5) 
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2.1.10 Toplam değişinti - TD (Total Variation -TV) 

Uzamsal kısıtlayıcı terimlerle ilişkili spektral karışım giderimi 
yaklaşımları son yıllarda büyük bir önem kazanmıştır. Uzamsal 
kısıtlayıcı terimler, bolluk haritalarının düzgün olmasını ifade 
etmesine rağmen hiperspektral görüntüde kenar bilgisini 
koruyamamaktadır. Var olan karışım giderimi yaklaşımları 
genellikle bu kenar yapısını yok saymaktadır. Ya da bu kenar 
bilgisini kendi hiperspektral görüntüsünden elde etmektedir. 
Fakat bu bilgi, çok fazla gürültüden, ışıklandırma 
değişikliklerinden etkilenebilmektedir. Bu durum karışım 
giderimde hatalı uzamsal bilgiye sebep olabilmektedir. Bu 
çalışmada kenar bilgisini koruyan TD bilgisi hiperspektral 
verinin yanı sıra ışıklandırma gibi dış faktörlerden 
etkilenmeyen LiDAR-DYM verisinden elde edilmektedir. 

2.1.11 Toplam değişinti kısıtlı NTF modeli 

TD kısıtlı NTF modelinin maliyet fonksiyonu, Denklem 12’deki 
gibi yazılabilmektedir [23]. 

min
𝐴,𝐵,𝐶

1

2
‖ƴ −∑(𝐀𝑟𝐁𝑟

𝑇) ○ 𝐜𝑟

𝑹

𝒓=𝟏

‖

𝐹

𝟐

+  
𝛿

2
‖𝟏𝐼𝑥𝐽  −  𝐀𝐁

𝑻‖
𝐹

𝟐

+ 𝝀∑(𝐀𝑟𝐁𝑟
𝑇)𝑇𝑉

𝑹

𝒓=𝟏

                                             

𝒔. 𝒕   𝑨 ≥ 𝟎, 𝑩 ≥ 𝟎, 𝑪 ≥ 𝟎 

(12) 

Burada  𝑨 = [𝑨𝟏… 𝑨𝑹] ve 𝑩 = [𝑩𝟏… 𝑩𝑹] dir. Bu modeldeki ilk 
iki terim orijinal MV-NTF [14] modelindeki terimlerdir. Son 
terim ise, bolluk haritalarında parçalı pürüzsüzlük elde etmek 
için eklenen toplam değişinti kısıtını ifade etmektedir. Bu 
model tensör çarpanlarına ayırma terimi nedeniyle konveks 
değildir. Bu nedenle, burada ADMM (Augmented Dimension 
Method of Multipliers) yaklaşımı kullanılmaktadır. Yardımcı 
değişkenler olarak A ve B matrisleri kullanılmaktadır. Böylece 
optimizasyon fonksiyonu Denklem 13’deki formata 
dönüşmektedir. 

min
𝐴,𝐵,𝐶,𝐸,𝑈,𝑉

1

2
‖ƴ −∑(𝐀𝑟𝐁𝑟

𝑇) ○ 𝐜𝑟

𝑹

𝒓=𝟏

‖

𝐹

𝟐

+  
𝛿

2
‖𝟏𝐼𝑥𝐽  −  𝐀𝐁

𝑻‖
𝐹

𝟐

+ 𝝀∑(𝐄𝑟)𝑇𝑉

𝑹

𝒓=𝟏

                               

𝒔. 𝒕            𝑼 = 𝑨,   𝑩 = 𝑽,    𝑬𝒓 = 𝑼𝒓𝑽𝒓
𝑻,    𝑨 ≥ 𝟎,    𝑩

≥ 𝟎,    𝑪 ≥ 𝟎,    𝑼 ≥ 𝟎,    𝑽 ≥ 𝟎 

(13) 

Değişken değiştirilerek elde edilen son fonksiyon ise Denklem 
14’te verilmektedir. 

min
𝐴,𝐵,𝐶,𝐸,𝑈,𝑉

1

2
‖ƴ −∑(𝐀𝑟𝐁𝑟

𝑇) ○ 𝐜𝑟

𝑹

𝒓=𝟏

‖

𝐹

𝟐

+  
𝛿

2
‖𝟏𝐼𝑥𝐽  −  𝐀𝐁

𝑻‖
𝐹

𝟐

+ 𝝀∑(𝐄𝑟)𝑇𝑉

𝑹

𝒓=𝟏

+
𝝁

𝟐
∑‖𝑬𝑟  −  𝑈𝑟𝐕𝑟

𝑇‖𝐹
𝟐

𝑹

𝒓=𝟏

+
𝝁

𝟐
(‖𝑼 −  𝐀‖𝐹

𝟐 + ‖𝑽 −  𝐁‖𝐹
𝟐) 

 

𝒔. 𝒕               𝑨 ≥ 𝟎,    𝑩 ≥ 𝟎,    𝑪 ≥ 𝟎,    𝑼 ≥ 𝟎,    𝑽 ≥ 𝟎 

(14) 

Bu denklemde tüm değişkenler bağımsızdır. Bu nedenle 
denklem, optimizasyon hedefi değiştirilerek çözülebilmektedir. 
Denklem 14’ün optimize edilmesi için Alternatif En Küçük 
Kareler (Alternating Least Square-ALS) yöntemi 
kullanılabilmektedir. 𝒴 tensörü mod-1 boyunca açılarak, 𝑨'nın 
optimizasyon problemi Denklem 15’teki gibi elde 
edilebilmektedir. 

𝑓(𝑨) = min
𝑨

1

2
‖𝒀(1) −𝑴𝑨

𝑻‖
𝐹

2
+
𝛿

2
‖𝟏𝐼𝑥𝐽 − 𝑨𝑩

𝑻‖
𝐹

2

+
𝜇

2
‖𝑼 − 𝑨‖𝐹

2 + 𝑇𝑟(𝚪𝑨) 
(15) 

Burada 𝑴 = 𝑩⨀̅𝑪 ve 𝒀(1) mod-1 açılımlı matrislerdir. 𝑨 için 

kısmi gradyan alınıp sıfıra ayarlanırsa, 𝑨 için güncelleme kuralı 
Denklem 16’daki gibi elde edilmektedir. 

𝑨 ← 𝑨.∗ (𝒀(𝟏)
𝑻 𝑴+ 𝛿𝟏𝐼𝑥𝐽𝑩 + 𝜇𝑼)./(𝑨𝑴

𝑇𝑴+ 𝛿𝑨𝑩𝑇𝑩

+ 𝜇𝑨) 
(16) 

B ve C matrisleri için güncelleme kuralları benzer şekilde elde 
edilmektedir [23]. 

Blok terim ayrıştırması oldukça kısıtlı koşullar altında tekillik 
göstermektedir ve tensör verilerini bir bütün olarak ele alıp 
detaylı uzamsal yapıyı tam olarak kullanamamaktadır. Tensör 
çarpanlarına ayırma üzerine çeşitli uzamsal kısıtlamalar 
getirilerek bu problemin üstesinden gelinebilmektedir. 

2.1.12 Lidar-DYM-tabanlı ağırlık fonksiyonu 

Bu çalışmada kullanılan LiDAR-DYM-tabanlı ağırlık fonksyonu 
𝒘𝒊𝒋 bağıntısı Denklem 17’de verilmiştir. Burada ℎi,j DYM 

verileri,  ƴi,j hiperspektral verinin spektral bant bilgisini, N ve 

M verinin satır ve sütun değerlerini ve K ise, son eleman sayısını 
ifade etmektedir. Bu denkleme göre, hiperspektral görüntünün 
bantları arasındaki farkın normu ve LiDAR-DYM bilgisinin 
farklarının negatiflerinin eksponansiyeli alınarak bütün son 
elemanlar ve satır-sütunlar boyunca toplanmasıyla elde 
edilmiştir. Bu ağırlık bilgisi orijinal MV-NTF [14]’ye eklenerek 
hiperspektral görüntü için karışım giderimi 
gerçekleştirilmiştir. 

𝒘𝒊𝒋 =  ∑∑∑𝐞𝐱𝐩 (−(𝒉𝐢,𝐣 − 𝐡𝐤) − ‖ƴ𝐢,𝐣 − ƴ𝐤‖

𝐊

𝐤=𝟏

𝑴

𝒋=𝟏

𝑵

𝒊=𝟏

) (17) 

Önerilen yaklaşımın akış diyagramı Şekil 1’de görülmektedir.  

 

Şekil 1. Önerilen yaklaşımın akış diyagramı. 

Figure 1. Proposed framework. 
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Buna göre, hem hiperspektral veriden hem de LiDAR-DYM’den 
elde edilen öznitelikler uzamsal komşuluk ağırlıkları şeklinde 
hesaplanmakta ve TD bağıntısında kullanılmaktadır. Bu TD 
bilgisi hiperspektral verinin karışım giderimi ile ayrıştırılması 
için kullanılmıştır. Böylelikle, TD kısıtı, görüntüdeki kenarların 
detay bilgilerini sağlarken, tensör çarpanlarına ayırma uzamsal 
bilginin korunmasını sağlamaktadır. Ayrıca, LiDAR-DYM’den 
elde edilen detay bilgisinin de hiperspektral görüntüye 
eklenmesi çözünürlüğü artırılmış görüntü elde etmeye katkı 
sağlamaktadır. 

3 Deneysel çalışmalar 

Bu çalışmada, hiperspektral görüntülerin karışım gideriminde 
LiDAR-DYM bilgisinden elde edilen veriler ile Toplam Değişinti 
kısıtı kullanılarak veri kaynaştırması gerçekleştirilmiş ve 
deneysel çalışmalar hem sentetik görüntü hem de gerçek 
görüntüler üzerinde gerçekleştirilmiştir. Literatürdeki diğer 
çalışmalarla karşılaştırmalar yapılabilmesi için, çalışmada 
kullanılan veriler yine literatürde sıklıkla kullanılan yapay ve 
gerçek görüntülerden elde edilmiştir. 

Bu bölümde kullanılan veriler ve bu verilerle oluşturulan deney 
ortamıyla ilgili detaylı bilgiler sunulmuştur. Deneyler MATLAB 
programı kullanılarak, 6 Mb önbelleğe sahip 4 çekirdek ve 4 iş 
parçacığından oluşan 2.7 GHz hızında çalışan Intel i5-6400 
işlemcisi ile birlikte 8 Gb RAM barındıran bilgisayar ortamında 
gerçekleştirilmiştir. 

3.1 Yapay veri üzerinde gerçekleştirilen deneyler 

Bu çalışmada, önerilen yöntemin performansını ölçmek 
amacıyla [18]’deki SIM2 yapay verisi kullanılmıştır. Bu veri 
Amerika Birleşik Devletleri Jeoloji Araştırmaları Kurumu 
(United States Geological Survey - USGS) tarafından sağlanan, 
dalga boyu 0.38-2.5 µm aralığında değişen Karnalit, Amonyo-
jarosit, Almandin, Brusit, Aksinit ve Klonte minerallerinin 
spektral imzaları kullanılarak 224 spektral bant içermektedir. 
Bu verilere, eş zamanlı olarak toplanmış DYM verisi de 
eklenmiştir. Deneysel çalışmalar 20dB, 30dB ve 50dB beyaz 
gürültü eklenen, 64x64 ve 81x81 piksel boyutlarındaki farklı 
görüntüler üzerinde gerçekleştirilmiştir.  

Yapay veri üzerinde gerçekleştirilen deneysel çalışmada, son 
elemanların ve bolluk haritalarının başlangıç değerleri iki farklı 
yöntemle oluşturulmuştur. Bunlardan birincisinde son eleman 
matrisi “toplamda bir (sum-to-one)” kısıtı gözetilerek rastgele 
sayılar üretilerek oluşturulmuştur. Bolluk haritaları ise, 0-1 
aralığında normal dağılımlı rastgele sayılar üretilerek 
oluşturulmuştur. İkinci yöntemde ise, Köşe Bileşeni Analizi-
KBA (Vertex Component Analysis-VCA) kullanılarak son 
eleman matrisi oluşturulmuş ve Tam Kısıtlı En Küçük  
Kareler-TKEK (Fully Constrained Least Squares-FCLS) 
yaklaşımı kullanılarak da bolluk haritaları matrisi 
oluşturulmuştur. Bu iki yöntemde de oluşturulan matrisler 
tensör çarpanlarına ayırmada başlangıç değer olarak 
kullanılmıştır. 

Yapay veride son eleman ve bolluk haritası matrisleri tam 
olarak bilindiği için, yöntemin performans değerlendirme 
kriteri olarak Hata Kareleri Ortalamalarının Karekökü-HKOK 
(Root Mean Square Error-RMSE) kullanılmıştır. Bitirme kriteri 
olarak, her bir iterasyonda elde edilen maliyet fonksiyonu 
sonucunun töleransı hesaplanmış, bu sonuç on binde birin 
altına düştüğünde iterasyonlar bitirilmiştir. Tüm yapay veri 
deneyleri, 𝜆 =  {0.0001, 0.25, 1}, 𝜇 = {0.5, 3, 25} 𝑣𝑒 𝑅𝑎𝑛𝑘 =
{20, 40, 60, 80, 100} hiperparametreleriyle ızgara arama 
yöntemiyle taranarak gerçekleştirilmiştir. Tablo 1 ve Tablo 2’de 

her iki yöntem ile gerçekleştirilen deneylerin sonuçları, tensör 
çarpanlarına ayırma yöntemi literatüründeki son 
çalışmalardan biri olan TD-MV-NTF yöntemi ile 
karşılaştırılmıştır. 

Tablo 1. 64x64 Görüntü boyutunda Li-TD-NTF. 

Table 1. LiMV-NTF-TV at 64x64 image size. 

  HKOK (RMSE) 

  20dB 30dB 

Rastgele 
başlatma 

Li-TD-NTF 0.121376 0.121638 
TD-MV-NTF [23] 0.135287 0.133842 

FCLS 
başlatma 

Li-TD-NTF 0.137966 0.139515 
TD-MV-NTF [23] 0.143437 0.143212 

Tablo 2. 81x81 Görüntü boyutunda Li-TD-NTF. 

Table 2. LiMV-NTF-TV at 81x81 image size. 

  HKOK (RMSE) 

  20dB 50dB 

Rastgele 
başlatma 

Li-TD-NTF 0.119726 0.118535 
TD-MV-NTF [23] 0.136287 0.137737 

FCLS 
başlatma 

Li-TD-NTF 0.129078 0.104353 
TD-MV-NTF [23] 0.140204 0.127369 

Tablo 1’de görüldüğü gibi 20dB ve 30dB gürültülü 64x64 piksel 
boyutlarındaki görüntülerde gerçekleştirilen deney 
sonuçlarına göre, önerilen Li-TD-NTF yöntemi, literatürdeki en 
yakın yöntem olan TD-MV-NTF yöntemine göre daha iyi 
performans göstermiştir. Tablo 2’de ise 20dB ve 50dB 
gürültülü 81x81 piksel boyutlarındaki görüntülerde 
gerçekleştirilen deney sonuçlarına göre önerilen yöntemin, 
düşük HKOK (RMSE) sonuçlarıyla daha iyi performans 
gösterdiği görülmektedir. 

Şekil 2’de, bağıntısı Denklem 13’te verilen 𝜆 ve 𝜇 
parametrelerine göre HKOK (RMSE) değerlerinin değişimini 
gösteren grafikler sunulmuştur. Bu grafiklere bakıldığında, 
önerilen yöntemin en küçük HKOK (RMSE) değeri için gerekli 
olan parametre ayarları açıkça görülebilmektedir. Burada en 
uygun parametre değerlerinin bulunmasında zaman kaybı 
yaşanmaması için ızgara arama yöntemi uygulanmıştır. Bu 
yönteme göre parametreler kontrollü bir şekilde belirli 
aralıklarla arttırılarak sonuçlar gözlemlenmektedir. Elde edilen 
en küçük (veya en büyük) değeri veren parametreler, sonraki 
aşamalarda kullanılmak üzere kaydedilerek belirlemektedir. 
Şekil 2’deki grafikler, yapay veriler üzerindeki deneyler 
gerçekleştirilirken seçilen parametrelere göre HKOK 
değerlerinin değişimini göstermektedir. 

3.2 Gerçek veriler üzerinde gerçekleştirilen deney 

Gerçek veri deneyinde, Yerbilim ve Uzaktan Algılama 
Topluluğu-YUAT (Geoscience and Remote Sensing Society-
GRSS) tarafından 2013 yılında yayımlanan yarışma verisi 
kullanılmıştır. Bu veri, Amerika Texas eyaletinde bulunan 
Houston Üniversitesi kampüsü üzerinde spectral kamera ve 
LiDAR sensörü ile toplanmış, 2.5 m uzamsal çözünürlüğe ve  
308 nm ile 1050 nm spectral aralıktaki 144 adet spectral banda 
sahip hiperspektral görüntüyü içermektedir.  

Bu çalışmada, küçük bir alanda fazla çeşitlilik içermesi 
nedeniyle Houston Üniversitesi kampüsü içerisindeki 
Robertson stadyumu civarından 100x130x144 boyutlarında 
bir kesit alınarak, alt veri kümesi oluşturulmuş ve deneyler bu 
alt veri kümesinde gerçekleştirilmiştir.  
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Şekil 2. Hiperparametrelerin değişimine göre HKOK (RMSE) grafikleri. 

Figure 2. RMSE plots according to the hyperparameters. 
 

Şekil 3’te bu alt veriden sırasıyla 57, 30, 20 No.lu Kırmızı, Yeşil 
ve Mavi renk uzayı temsillerini içeren bantlarla oluşturulmuş 
bir görüntü görülmektedir. Gerçek veri deneyinde, yapay veri 
deneyinde de olduğu gibi, öncelikle son eleman ve bolluk 
haritaları matrislerinin başlangıç değerleri atanmalıdır. Bu 
nedenle, son eleman matrisinin elde edilmesi için KBA yöntemi 

kullanılmıştır. Burada elde edilen son eleman matrisine göre ise 
TKEK yöntemiyle bolluk haritaları matrisi elde edilmiştir. Elde 
edilen bu iki başlangıç matrisi kullanılarak optimizasyon 
iterasyonları başlatılmıştır. 
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Şekil 3. Gerçek veri deneylerinde kullanılan alt veri 
kümesinden bir görünüm (sadece KYM bantları). 

Figure 3. A view from the sub-dataset where the real data 
experiments were performed (only RGB bands). 

Gerçek verilerde, son eleman ve bolluk haritaları matrisi net 
olarak bilinemediği için, belirli bir performans kriteri 
kullanılamamaktadır [18]. Deneyler gerçekleştirilirken, yapay 
veri deneylerinde de olduğu gibi maliyet fonksiyonu değerinin 
töleransının on binde birin altına düşmesi bitirme kriteri olarak 
kullanılmıştır. Yöntemin performansı ise görsel olarak 
karşılaştırma metoduyla değerlendirilmiştir. Deneyler 
sonucunda elde edilen görsel sonuçlar Şekil 4’te sunulmuştur. 

Şekil 4’te görüldüğü gibi, stadyumun orta kısmında ve 
çevresinde bulunan bitki alanları, Li-TD-NTF yönteminde 
dalgalı bir görünüme sahipken TKEK ayrıştırmada düz ve net 
bir görüntü görülmektedir. Bunun nedeni Li-TD-NTF 
yönteminde cisimlerin yükseklik bilgisinin de işleme 
alınmasıdır. Farklı yükseklikte bulunan bitkiler aynı sınıfta 
olduğu için, bu görüntüler dalgalı görünmektedir. Metal çatı ve 
beton cisimleri için, yükseklik bilgisinin ayırt edici özelliği net 
olarak görülmektedir. Şekil 4’te görüldüğü gibi önerilen 
yöntemde çatılar net olarak görülebilirken, FCLS yönteminde 
daha belirsiz bir görünüm elde edilmektedir. Aynı şekilde beton 
cisimler için de önerilen yöntemin üstünlüğü açıkça 
görülmektedir. 

4 Sonuçlar 

Bu çalışmada, LiDAR-DYM verileri yardımıyla tensör 
çarpanlarına ayırmaya dayalı hiperspektral karışım giderimi 
işlemi gerçekleştirilmiştir. Böylece, TD benzeri düzenleyicilere 
derinlemesine odaklanılan bu çalışmada yeni LiDAR-DYM 
tabanlı uzamsal düzenlemenin eklenmesi, daha iyi bolluk 
haritası tahmini sağlamaktadır. Çalışmada yapılan deneyler, 
yapay veri ve gerçek veri kullanılarak gerçekleştirilmiş ve 
literatürdeki tensör çarpanlarına ayırma yöntemlerine en yakın 
çalışma ile karşılaştırılmıştır. Önerilen yöntem, diğer uzamsal 
kısıtlamalı yaklaşımlara göre daha iyi performans göstermiştir. 
Böylece, önerilen yöntemin deneysel çalışması farklı gürültü ve 
farklı boyutlardaki görüntüler üzerinde gerçekleştirilerek 
zenginleştirilmiştir. LiDAR-DYM’den elde edilen özniteliklerin 
hiperspektral görüntüler üzerine eklenerek tensör ayrıştırması 
ile uzamsal çözünürlüğü artırılmış görüntü elde edilmiştir. 
Gelecekte, önerilen yöntemin daha farklı veri kümeleri 
üzerinde deneylerinin gerçekleştirilmesi planlanmaktadır. 
Ayrıca bulut gölgeli alanlarda yöntemin performansı test 
edilerek literatürdeki diğer çalışmalarla karşılaştırılması 
hedeflenmektedir. 

5 Conclusion  

In this study, hyperspectral unmixing based on tensor 
factorization was performed with the help of LiDAR-DSM data. 
Thus, the inclusion of the new LiDAR-DSM-based spatial 
regularization, which focuses in-depth on TV-like 
regularizations, provides better abundance map estimation. 
The experiments were carried out using synthetic and real data 
and the results were compared with another method in the 
literature. The proposed method outperformes other spatially 
constrained approaches. Thus, the experimental study of the 
proposed method is enhanced by performing it on images with 
different Gaussian noise and different sizes. Spatially enhanced 
hyperspectral images are achieved by combining the features 
obtained from LiDAR-DSM with tensor factorization. In the 
future, it is planned to perform studies of the proposed method 
on different datasets. In addition, it is aimed to test the 
performance of the method in cloudy shaded areas and 
compare it with other studies in the literature. 

 

 Bitki Metal çatı Beton Asfalt 

FCLSU 

    

LiMV-NTF-TV 

 

   

Şekil 4. Gerçek veri deneyi görsel sonuçları. 

Figure 4. Visual results of real data experiments. 
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